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RESUME
Dans le contexte Logistique 4.0, la robotisation des opérations de manuten-

tion se développe mais doit encore résoudre certains verrous scientifiques pour réussir
à remplacer la dextérité des opérateurs humains. L’utilisation d’un torse humanoïde
s’est révélé une solution pertinente pour la saisie de colis de taille variable. Cependant
la robotisation complète des opérations de dépalettisation par un torse humanoïde
reste un problème complexe lorsque les cartons sont disposés en couche et juxtapo-
sés. Il s’agit dans un premier temps d’identifier et localiser les cartons unité par unité
pour pouvoir les manipuler par la suite. Les travaux présentés dans cet article montrent
que l’approche usuelle par analyse d’image atteint ses limites, puis introduit l’utilisa-
tion de l’intelligence artificielle et de l’apprentissage profond sur les données capteurs
fournies par une caméra RGD-D. La conception et la mise en œuvre de cette méthode
sont détaillées et les résultats expérimentaux sont présentés.

MOTS CLÉS: Dépalettisation robotisée, Torse humanoïde, Apprentissage profond, Vi-
sion par ordinateur, Intelligence artificielle.

ABSTRACT
In the context of Logistics 4.0, the robotisation of handling operations is de-

veloping but still needs to resolve specific scientific issues to succeed in replacing the
dexterity of human operators. The use of a humanoid torso has proved to be a relevant
solution for picking up parcels of varying sizes. However, the complete robotisation of
depalletising operations by the humanoid torso remains a complex problem when the
boxes are set up in layers and juxtaposed. First of all, the boxes have to be identified and
located unit by unit so that they can then be handled. The work presented in this paper
shows that the image analysis approach is reaching its limits and introduces the use of
artificial intelligence and deep learning on the sensor data provided by an RGD-D ca-
mera. The design and implementation of this method are detailed and the experimental
results are presented.

KEYWORDS: Depalletising Robot, Humanoid torso, Deep learning, Computer vision,
Artificial intelligence.
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1. Introduction

La logistique est en pleine mutation et intègre les concepts de l’Industrie 4.0 dans ses
processus (Echelmeyer et al., 2008). Les nombreuses tâches de manutention nécessaires au fonc-
tionnement des process de préparation de commandes sont aujourd’hui robotisées partiellement
(taux estimé à 30 %). On estime que dans 10 ans, ce seront 70 % des tâches de manutention qui
seront robotisées. Ceci permettra de diminuer le nombre d’accidents du travail et d’arrêts mala-
dies, et soulagera les opérateurs victimes de Troubles Musculo-Squelettiques (TMS). La difficulté
à recruter les ressources humaines dans le secteur est aussi un autre facteur qui pousse à une
automatisation plus rapide des opérations de manutention.

(a) (b)

F����� 1 – (a) SCARA (Selective Compliant Assembly Robotic Arm) (b) bras robotiques parallèles
(Delta)

Les opérations de saisie et de manutention robotisée de cartons sont majoritairement
effectuées par des bras manipulateurs série de type anthropomorphes à 6 degrés de liberté, ou
SCARA (Selective Compliant Assembly Robotic Arm) à 4 degrés de liberté, ou des bras robotiques
parallèles (Delta, Quattro, etc) présentés sur la Figure 1b. Les préhenseurs utilisés sont généralement
des systèmes de type ventouses (où la dépression est obtenue par utilisation d’une pompe à vide
ou par effet Venturi à partir d’une source d’air comprimé), de type pinces à deux doigts ou
des préhenseurs conçus spécifiquement pour un objet donné. Cependant dans le secteur de la
préparation de commandes, ces bras sont confrontés à des objets de taille, de géométrie, de texture
et de masse variable et ne peuvent pas toujours effectuer la manutention de cette grande variété
d’objets. Or l’observation du comportement des opérateurs humains montre qu’ils sont souvent
amenés à utiliser leurs deux bras simultanément pour saisir les objets. Ceci nous a amené à mettre
en œuvre un torse humanoïde pour la saisie par les faces latérales de cartons de taille variable en
mettant en œuvre un algorithme de commande spécifique (Benali et al., 2019) pour d’une part,
exercer le juste effort empêchant le glissement sans écraser l’objet et d’autre part, assurer une
coordination efficace des mouvements des deux bras.

Dans les travaux présentés ici, nous travaillons sur la dépalettisation automatisée effectuée
par le torse humanoïde. Dans ce cas, les cartons présents sur la palette sont placés les uns à côté
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des autres en couches superposées et ne sont plus isolés comme dans le cas de la thèse citée
précédemment. Les géométries des cartons ne sont pas connues a priori. Nous sommes confrontés
à deux verrous scientifiques : l’un concerne l’exploitation efficace des informations issues de
la caméra RGB-D pour identifier les géométries et localiser unitairement les cartons ; l’autre la
conception de préhenseurs adaptés et la mise en œuvre d’une série de mouvements de manipulation
pour pouvoir saisir et transporter les cartons unitairement pour les déposer par exemple sur un
convoyeur. Dans cet article, nous présentons les résultats obtenus relatifs à l’identification et la
localisation. Après avoir dressé un état de l’art permettant de cerner les limites des techniques
d’analyse d’images classique, nous nous intéressons aux potentialités offertes par les dernières
méthodes d’intelligence artificielle de type apprentissage profond. Nous proposons par la suite une
méthodologie de mise en œuvre de ces méthodes pour lever le verrou scientifique étudié. Enfin,
nous présentons les résultats expérimentaux obtenus avec le torse humanoïde.

2. Etat de l’art

La détection d’objets basée sur la vision est un domaine largement étudié dans le domaine
de la vision par ordinateur, et de nombreuses études existantes se sont concentrées sur la résolution
des différents défis et limitations associés à ce type de détection. Ces défis peuvent inclure la
sensibilité aux conditions d’éclairage et la difficulté à détecter les objets à faible texture. Les
systèmes existants (Katsoulas et al., 2002), (Monica et al., 2020), (Prasse et al., 2011) ont ajouté un
capteur supplémentaire tel que ToF (Time-of-Flight) et RFID (Radio-Frequency IDentification).
Certains systèmes de vision 3D nécessitent toujours les dimensions de l’objet à détecter en entrée,
bien que cette exigence diminue progressivement à mesure que la technologie évolue. En plus des
systèmes de vision 3D, d’autres méthodologies (Caccavale et al., 2020) peuvent également être
utilisées dans un système d’étiquetage et de dépalettisation. Une telle approche consiste à étiqueter
les boîtes en carton cibles et à utiliser un système de dépalettisation hiérarchiquement structuré.
Cette méthode implique d’appliquer des étiquettes aux boîtes contenant des informations sur le
contenu, l’emplacement et la destination de la boîte. Le système d’étiquetage peut être intégré à un
système de dépalettisation utilisant une approche hiérarchique pour retirer les boîtes de la palette
et les trier dans leurs destinations finales.

Le système basé sur la vision mentionné dans (Nakamoto et al., 2016) peut utiliser di-
verses techniques de traitement d’image telles que l’extraction de contours et la détection de motifs
à partir d’images lumineuses. Ces techniques sont utilisées pour extraire des informations perti-
nentes des images d’objets et les utiliser pour les identifier et les classer. L’extraction de contours
3D basée sur le nuage de points est une autre méthode bien connue qui peut être utilisée dans les
systèmes basés sur la vision, comme décrit dans (Vohra et al., 2021). Cependant, cette approche ne
fonctionne que lorsque les dimensions de l’objet sont connues. En d’autres termes, le système doit
avoir une connaissance préalable de la taille et de la forme de l’objet pour extraire précisément ses
contours 3D à partir des données de nuage de points. Cela peut limiter la polyvalence et la mise à
l’échelle du système, car il peut ne pas être capable de manipuler une large gamme d’objets sans
informations supplémentaires.
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YOLO (You Only Look Once) (Redmon et al., 2016) est une méthode de détection d’objets
en temps réel bien connue pour sa vitesse de traitement rapide et sa haute précision. En 2015,
YOLOv1 a été introduit avec une approche matricielle performante pour la détection d’objets dans
les images mais présentant des performances plus faibles lorsque les objets sont petits. YOLOv2 a
amélioré les performances avec des boîtes d’ancrage, une normalisation par lots et une architecture
de réseau neuronal plus puissante. En 2018, YOLOv3 a introduit une architecture de réseau plus
grande et d’autres améliorations, atteignant une précision de pointe et une vitesse d’inférence plus
rapide. YOLOv4 a ajouté une architecture de réseau neuronal plus puissante et un regroupement
de boîtes basé sur des ancres, atteignant une précision encore plus élevée et une vitesse d’inférence
plus rapide. YOLOv5 est une réécriture complète avec une nouvelle architecture de réseau neu-
ronal et une approche d’entraînement, atteignant une précision encore plus élevée et une vitesse
d’inférence plus rapide que YOLOv4 (Jiang et al., 2022).

Dans la recherche de (Redmon et al., 2016) (Reyes et al., 2019) (Redmon and Farhadi,
2018) YOLOv3 utilise un seul réseau neuronal pour prédire plusieurs boîtes englobantes et les
probabilités de classe associées pour chaque objet dans l’image. Le score d’objectivité pour chaque
boîte englobante est déterminé par régression linéaire, et représente la probabilité que la boîte
contienne un objet d’intérêt. Les scores de classification et les coordonnées de la boîte englobante
sont combinés avec le score d’objectivité pour produire la prédiction finale pour chaque objet dans
l’image. Cette approche permet à YOLOv3 d’effectuer la détection et la reconnaissance d’objets
en temps réel avec une grande précision. Il utilise également une combinaison de convolutions 3x3
et 1x1 dans l’architecture Darknet-53 pour l’extraction de caractéristiques, qui est plus rapide que
ResNet-101 et similaire en performance à ResNet-152. De plus, YOLOv3 surpasse les versions
précédentes de YOLO et d’autres modèles de détection d’objets en termes de précision moyenne et
de valeurs d’intersection sur l’union. Comme prouvé dans (Redmon et al., 2016) (Reyes et al., 2019)
(Redmon and Farhadi, 2018) les résultats d’entraînement et de test basés sur le darknet montrent
qu’ils ont une meilleure capacité dans YOLOv3, qui s’exécute de manière significativement plus
rapide que d’autres méthodes de détection en temps réel avec des performances comparables. Dans
la recherche (Sebbata et al., 2020) une application robotique utilisant YOLOv3 a été développée
pour identifier des objets de même texture mais présentant différentes géométries. L’approche de
(Schwarz et al., 2018) utilise l’apprentissage par transfert pour obtenir la puissance des réseaux
neuronaux profonds dans la robotique avec des quantités minimales de données d’entraînement.
En apprentissage profond, les couches de départ sont chargées d’identifier les caractéristiques
significatives. Ensuite, seules les couches finales, qui effectuent des tâches avancées comme la
détection ou la segmentation doivent être affinées.

Le travail présenté dans cet article est conçu pour surmonter les défis posés par les
conditions d’éclairage pour la reconnaissance de boîtes polyvalentes sans texture (géométrie en
forme de pavé droit) dans les opérations de dépalettisation en temps réel. En se concentrant sur
la sensibilité des conditions d’éclairage standard et faible et des boîtes alignées étroitement, le
système vise à fournir une détection rapide et précise des objets dans ces environnements difficiles.
L’utilisation d’un torse humanoïde industriel avec des bras doubles UR10 est un choix intéressant
car il offre un niveau élevé de flexibilité et de polyvalence dans la manipulation des objets. Il
est important de noter que la détection d’objets en temps réel peut être une tâche complexe, car
elle implique le traitement de grandes quantités de données en temps réel et la prise de décisions
rapides basées sur l’apprentissage profond. Dans l’ensemble, la conception de ce système garantit
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que le système peut répondre aux spécifications de performance requises.

F����� 2 – Torse humanoïde pour la saisie et la manipulation.

3. Méthodologie

Cette recherche porte sur le développement d’un système automatisé de dépalettisation
alimenté par l’IA pour des objets parallélépipédiques. Cet article est principalement axé sur le
développement de la technologie de détection d’objets et d’apprentissage par transfert, en mettant
particulièrement l’accent sur la résolution des défis précédemment abordés. De plus, l’article
explore les avancées dans l’estimation de la pose et l’algorithme de dépalettisation pour les bras
doubles.

La méthodologie décrite dans la Figure 3 utilise une seule caméra RGB-D et Convolu-
tional Neural Network (CNN) basé sur YOLOv3 pour détecter les boîtes en carton sur une palette.
Les boîtes englobantes détectées sont ensuite utilisées pour sélectionner une région d’intérêt dans
les nuages de points, et Darknet 3D est utilisé pour estimer la pose de l’objet. Ce processus utilise
les données de profondeur obtenues à partir de la boîte englobante 2D de YOLOv3. L’algorithme
du système s’adapte au succès de la détection et continue de recueillir plusieurs positions de boîtes,
ce qui permet une estimation précise de la pose. L’algorithme sélectionne la boîte avec le taux de
précision de détection le plus élevé et la proximité la plus proche du bras double pour le processus
de prélèvement, même lorsque les boîtes sont partiellement occultées par d’autres boîtes. Afin
d’atteindre et de manipuler efficacement un objet, le manipulateur à bras double détermine d’abord
la stratégie de préhension optimale pour l’objet, puis planifie le chemin le plus approprié pour
l’atteindre. Après l’exécution du processus de dépalettisation, une base de données est générée, qui
peut être utilisée pour gérer de manière plus efficace les poses complexes des boîtes et améliorer
les processus de dépalettisation futurs.
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F����� 3 – Schéma de principe du processus global

3.1 Détection d’objets en 2D

Le modèle CNN YOLOv3, conçu avec une architecture d’entraînement à un seul stade,
a été utilisé pour reconnaître avec précision les objets dans les images RGB. Au début, notre
modèle a été entraîné en utilisant des images obtenues exclusivement dans notre environnement
de dépalettisation. Cependant, afin d’améliorer son adaptabilité à des environnements divers,
nous avons incorporé des images de boîtes en carton courantes dans l’ensemble de données.
L’ensemble de données se compose de boîtes ("objets") étroitement annotées avec des étiquettes
prioritaires pour des processus de prélèvement efficaces dans notre environnement. De plus, la
surface supérieure des boîtes a été prise en compte pour détecter quand la couche supérieure de la
palette était complètement remplie de boîtes en une couche. Pendant la tâche de dépalettisation, la
caméra diffusait des images en temps réel, qui étaient traitées par le modèle CNN pour extraire la
zone sous forme d’une boîte englobante en 2D.

3.2 Traitement des nuages de points 3D

La méthode proposée convertit les boîtes englobantes 2D en coordonnées 3D en car-
tographiant la relation géométrique entre l’image et le nuage de points. La région cartographiée
est ensuite filtrée pour extraire la Region of Interest (ROI) optimale de l’objet. Cela est réalisé
en calculant les valeurs minimales et maximales des coordonnées x, y et z de ces points (xmin,
ymin, zmin, xmax, ymax, zmax), formant une boîte englobante 3D dans le nuage de points. Avec
ces valeurs, la surface, l’emplacement et la profondeur de l’objet dans l’espace 3D peuvent être
estimés. L’étape de détection d’objet est essentielle pour garantir l’exactitude et la précision du
traitement des nuages de points 3D, tout en réduisant simultanément l’impact du désordre causé
par d’autres boîtes en carton dans l’environnement.
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3.3 Estimation de la pose

Après avoir extrait la partie 3D du nuage de points, elle est traitée pour estimer la pose de
la boîte englobante spécifique en vue de la manipulation et de la préhension. Une boîte englobante
3D est utilisée pour localiser l’objet dans le cadre de la palette, et le point central des coordonnées
dédiées de l’objet est utilisé pour l’estimation de la pose. Ce processus permet la détection et
l’estimation en temps réel de plusieurs objets dans le cadre considéré.

3.4 Algorithme du système

Cet algorithme a été créé pour prédire la priorité de la dépalettisation des boîtes en
fonction de l’exactitude de la prédiction du CNN et de la boîte prédite la plus proche dans le
tableau. Les coordonnées cartésiennes de chaque détection sont stockées dans le tableau avec une
grille unique basée sur son taux de précision. Simultanément, l’algorithme traite ces coordonnées
pour localiser la boîte la plus proche de la position réelle du Tool Center Point (TCP) des deux bras.
Pour ce faire, nous utilisons un algorithme de force brute (Sandström et al., 2020), qui accélère
la recherche de paires proches pour la planification de mouvement et l’optimisation de trajectoire.
Cet algorithme utilise les coordonnées X, Y et Z du centre de chaque boîte pour identifier le point
le plus proche du TCP en utilisant la distance euclidienne. Une fois que nous avons calculé les
distances entre toutes les paires de points, l’Algorithme 1 peut trouver la plus petite distance entre
un point et un autre. Cet algorithme utilise des planificateurs basés sur l’échantillonnage pour
éviter le cas d’utilisation où le bras double a des contraintes et des limitations d’accessibilité pour
effectuer les mouvements souhaités.

3.5 Dépalettisation

La planification de trajectoire des bras est réalisée par MoveIt (Sachin et al., 2012),
progiciel de planification de mouvement basé sur ROS, comprenant Kinematics and Dynamics
Library (KDL) et Open Motion Planning Library (OMPL) gérant aussi l’évitement d’obstacles.
L’algorithme de dépalettisation utilise les résultats de détection d’objet et d’estimation de pose
pour planifier la trajectoire du bras robotique et exécuter la tâche de dépalettisation.

Algorithm 1 Optimize closest coordinate with Brute Force Algorithm
Input : % list of coordinates
Output : Indices index1 and index2 of the closest pair of coordinates

3<8= 1
1: for 8 1 to =-1 do
2: for 9  8+1 to = do
3: 3 B@AC ((G8 � G 9)2 + (H8 � H 9)2 + (I8 � I 9)2)
4: if (3 < 3<8=) then
5: 3<8= 3; 8=34G1 8; 8=34G2 9

6: end if
7: end for
8: end for
9: return 8=34G1, 8=34G2
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(a) (b)

(c) (d)

F����� 4 – (a) Boîtes à détecter (b) Boîtes englobantes 2D, (c) Nuage de points 3D, (d) Boîte à
saisir en priorité.

4. Expériences

Le système robotique comporte deux bras UR10 montés sur un torse Robotnik, possédant
des capteurs de force/couple à six axes et une caméra RGB-D à vision à 360 degrés (Asus XTION).
Les mouvements du robot sont contrôlées par MoveIt, un package logiciel open source largement
utilisé pour la planification de mouvement, la manipulation et le contrôle des systèmes robotiques.
MoveIt fournit un contrôleur de haut niveau pour le robot, qui peut être programmé en utilisant C++
et Python via la distribution et les packages ROS Noetic. L’unité centrale est un processeur Intel
Core i7-10875H haute performance, de 32 Go de RAM, d’un GPU NVIDIA Quadro RTX4000
avec 8 Go de mémoire, de Cuda 11.1, de cuDNN v8, et du système d’exploitation Ubuntu 20.04.

4.1 Création et entraînement de notre ensemble de données

Nous avons rassemblé une collection d’images de notre environnement en utilisant une
caméra robotique, et avons également inclus des images de boîtes en carton courantes. Enfin, nous
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avons annoté manuellement 807 images avec la classe ’boîte’ en utilisant l’outil LabelImg. Plus
précisément, nous nous sommes concentrés sur l’étiquetage des boîtes visibles en 3D et de la
surface supérieure de ces boîtes. Notre priorité a été d’étiqueter les boîtes visibles en 3D tandis
que l’étiquetage de la face supérieure minimale de la boîte a été de moindre priorité. Dans les cas
où il existe deux possibilités pour la visibilité de la face supérieure et de la boîte en forme de 3D,
nous avons constaté que la détection des boîtes de la face supérieure est moins précise que celle
des boîtes en forme de 3D. Pour garantir une meilleure précision dans la détection et l’estimation
de la pose, nous avons évité d’étiqueter à partir de l’autre possibilité de la portion visible de la
boîte pendant l’annotation.

Notre ensemble de données comprend des images avec une résolution de 608⇥ 608
pixels. Pour l’entraînement, nous avons fixé la taille du lot à 64 et spécifié le nombre maximum
d’itérations à 4000, avec des étapes intermédiaires à 3200 et 3600. L’outil annoté utilisé pour
l’étiquetage extrait des fichiers texte au format < 2;0BB4� >1 94C >< G_24=CA4 >< H_24=CA4 ><
;0A64DA >< ⌘0DC4DA > à partir des images annotées. Nous avons utilisé un ratio de 80 :20 pour
l’entraînement et le test. Notre formation a été réalisée en utilisant le GPU Colab avec les poids
initiaux de darknet53.conv.74.

5. Résultats et discussions

Comme le montre la Figure 4, ce système de détection d’objets fonctionne sur deux
boîtes inconnues situées en haut d’un ensemble, avec seulement deux faces visibles disponibles
pour la détection. Un CNN en temps réel est utilisé pour prédire la classe des boîtes, ce qui donne
une représentation visuelle avec une boîte englobante 2D. Ces boîtes englobantes 2D sont ensuite
combinées avec des données de nuage de points et affichées dans le logiciel Rviz, fournissant une
visualisation en 3D des objets prédits. L’algorithme du système choisit la boîte prioritaire, qui
présente une précision plus élevée et est la plus proche de la boîte en fonction de l’Algorithme 1 :
Optimisation de la coordonnée la plus proche avec l’algorithme de force brute. Comme le montre
la Figure 4 (a), la boîte sélectionnée est au sommet de l’ensemble et la plus proche de la prise pour
les bras doubles.

5.1 Test de détection et validation

Les performances vont être testées et validées sur la base des métriques de précision,
de rappel et de score F (Goutte and Gaussier, 2005). Ces mesures sont utilisées pour évaluer
l’efficacité de ce système dans la détection d’objets et comparer différentes méthodes.

%A428B8>= =
)AD4 %>B8C8E4

)AD4 %>B8C8E4 +�0;B4 %>B8C8E4
(1)

'420;; =
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)AD4 %>B8C8E4 +�0;B4 #460C8E4
(2)

�1� (2>A4 = 2⇥ %A428B8>=⇥'420;;
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La précision mesure les prédictions vraies positives, tandis que le rappel mesure les vrais
positifs trouvés. Une précision élevée est liée à un faible taux de faux positifs, tandis qu’un rappel
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élevé est lié à un faible taux de faux négatifs. Un score de 1.0 pour la précision ou le rappel indique
une classification ou une détection parfaite pour cette classe.

T���� 1 – Score F1

Visible face of box to the detection(FDbox) F1-Score

Single FDbox 0.81
Multi-FDbox 0.90
Single FDbox when Multi-FDbox 0.25
Multi-FDbox when Single FDbox 0.72
Mixed FDbox 0.82

Le Tableau 1 montre que lors de la phase de test en temps réel, à la fois les boîtes à une
seule face et les boîtes avec plus d’une face ont obtenu des scores F1 de 0.81 et 0.90, respectivement.
Ces scores sont restés constants quelles que soient les conditions d’éclairage normales et faibles.
Le CNN a atteint une précision de détection maximale lors de la détection de boîtes avec au moins
deux faces visibles (FDbox). Cependant, même lorsque seule une face de la boîte était visible dans
l’ensemble complet de palettes, le CNN pouvait toujours détecter la boîte, bien que la précision
soit plus faible que lorsque plusieurs faces étaient visibles. Cela s’explique par le fait que plusieurs
faces visibles contiennent plus d’informations contextuelles. En revanche, lorsque seule une face
de la boîte est visible, le CNN a plus de difficulté à la différencier du fond de la scène ou d’autres
objets similaires. Sur la base des résultats globaux, il ressort que même lors de combinaison de
différents scénarii (boîtes alignées étroitement, boîtes situées dans différentes couches et positions,
conditions d’éclairage variables), le CNN donne des réponse précises, comme illustré dans la
Figure 5.

(a) (b)

(c) (d)

F����� 5 – Résultats de la détection dans différentes situations

80



5.2 Validation des poses prédites

La précision de l’estimation de la pose est évaluée en réalisant une prédiction de boîtes
englobantes 2D sur un ensemble de données annotées, ce qui implique de normaliser les valeurs de
pixels et les coordonnées 3D. Les paramètres du modèle sont optimisés pour minimiser la différence
entre les points clés prédits et les vérités terrain. L’évaluation en temps réel des boîtes détectées
dans la couche supérieure de la palette montre que les coordonnées estimées ont une erreur de
moins de 12< sur tous les axes. Cette erreur est due au chevauchement des boîtes englobantes
causé par l’orientation angulaire de la caméra. Cependant, cette erreur est attendue et peut être
corrigée en utilisant cette distance pour initier la préhension. Comme l’objet (les boîtes) a une
hauteur minimale de 202<, l’erreur dans la direction z est négligeable. L’ensemble de la tâche est
effectué dans un espace de travail non figé.

6. Conclusion

Cette recherche présente un système de dépalettisation automatisé à double bras huma-
noïde pour la saisie de boîtes en carton supervisé par l’IA. Le système surmonte les défis de
la détection d’objets, de l’estimation de la pose et des algorithmes de dépalettisation pour les
manipulateurs à double bras. Le système utilise une seule caméra RGB-D et YOLOv3 pour la
détection d’objets et darknet 3D pour l’estimation de la pose. Le système peut détecter et estimer
avec précision la pose des boîtes en carton, même dans des scénarios difficiles avec des boîtes par-
tiellement visibles ou occultées et des conditions d’éclairage variables. Bien que la précision soit
plus élevée pour les boîtes avec plusieurs faces visibles, le système est toujours capable de détecter
les boîtes avec seulement une face visible. Le manipulateur à double bras peut saisir et manipuler
efficacement les boîtes avec des stratégies de préhension optimales et des chemins appropriés. Le
système génère également une base de données pour manipuler les poses complexes des boîtes de
manière plus efficace dans les futurs processus de dépalettisation. Globalement, les performances
du système sont fiables et précises, atteignant une précision de détection élevée même dans des
conditions d’éclairage variables et avec des boîtes partiellement visibles. Cette recherche démontre
le potentiel de l’automatisation alimentée par l’IA pour le processus de dépalettisation, offrant des
avantages significatifs pour les industries qui traitent des marchandises palettisées.
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